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Översikt 

• Introduktion till problemet 

• Enkla metoder att hantera ”missing data” 

• Multipel imputation 

• Exempel och jämförelse med andra metoder 
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Introduktion till 
problemet 
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Missing data – Ansats 1 
Complete case analysis 

 

 

 

 

 

• Default i de flesta programpaket 

• Ineffektivt utnyttjande av data 

• Kan leda till bias i skattningar och SE 
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Varför saknas data? 
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Ex: Saknade blodtrycksvärden 

• Sköterskan glömde att ta blodtrycket 

 

• Nedtecknat blodtryck oläsbart 

 

• Blodtryck tas på alla äldre men bara på ett urval av de yngre 

 

• Mätning endast om vissa symptom 

 

• Mätning underkänd 
– Dåligt kalibrerat mätinstrument 
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Spelar det någon roll varför data saknas? 
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Missing data-mekanismer 

• Missing completely at random (MCAR) 

 

• Missing at random (MAR) 

 

• Missing not at random (MNAR) 
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Missing completely at random (MCAR) 

• M = P(data missing) beror varken på 
observerade eller saknade data. 

 

 

 

• Ex: Blodprov som tappats i golvet 
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Missing at random (MAR) 

• M = P(data missing) beror på observerade data 
men INTE på det okända saknade mätvärdet 

 

 

 

 

• Ex: Högre sannolikhet att blodtrycket mäts på 
äldre individer. Ålder mäts.  
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Missing not at random (MNAR) 

• M = P(data missing) beror på både observerade 
data och det okända saknade mätvärdet 

 

 

 

 

• Ex: Individer med högt blodtryck har högre 
sannolikhet att komma med i stickprovet än andra 
individer av samma ålder 
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Hur skiljer man på MCAR, MAR och MNAR?  

• Att beskriva data räcker inte 

• Kännedom om datainsamlingsprocessen nödvändig 

• MCAR vs MAR 

– Undersök mönster i ”missing data” 

– Kan vissa variabler prediktera ”missingness” 

• MAR vs MNAR 

– Mätning av fler förklarande variabler (från MNAR mot MAR) 
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Enkla imputationsmetoder 
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Mean  
Imputation 

• Ersätt alla saknade värden för Y med medelvärdet för Y 

 

– Variansen i Y underskattas 

– Associationer kan förvrängas 

– Bias i parameterskattningar och SE (speciellt under MNAR) 
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Regression  
Imputation 

• Anpassa en regressionsmodell till fullständigt observerade data 

• Använd denna för att prediktera saknade värden 

– Bättre 

– Associationer mellan variabler bibehålls 

– Korrelationer överskattas 
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Stokastisk  
imputation 
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• Addera ett slumpmässigt normalfördelat fel till det 
predikterade värdet 

– Ännu lite bättre 
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Multipel Imputation 
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Idé 

• Utnyttja korrelationsstrukturen i data 

 

• Använd stokastisk imputation för att skapa m 
fullständiga imputerade dataset 

 

• Analysera varje dataset separat 

 

• Kombinera resultaten (Rubins regler) 
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MICE 
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Multiple Imputation by Chained Equations 

• Van Buuren et al. 1999 

• Implementerat i Stata av Patrick Royston (uvis/ice) 

Univariat:  X1 har missing values (förutsätts vara MAR)  

  X2, …, Xk fullständigt observerade 

  Anpassa regression av X1 på X2, …, Xk (fullständiga data) 

  Imputera de saknade X1-värdena genom slumpmässig  

  dragning från fördelningen för icke observerade data givet  

  observerade data 

  Normalfördelade slumpfel förutsätts 

  Proper imputation – Beaktar både estimations- och prediktionsfel 
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MICE - Multivariat 

• Missing values för mer än en variabel 
1. Fyll i alla hål helt slumpmässigt (initialisera) 

2. Univariat Stok. Imp. – Regression av X1 på X2, …, Xk  

 Univariat Stok. Imp. – Regression av X2 på övriga 

 … 

 Univariat Stok. Imp. – Regression av Xk på övriga 

3. Upprepa cykeln i steg 2 cirka 10 gånger. Detta ger ett 
imputerat dataset 

4. Upprepa steg 1-3 m gånger (m = 3-50) 
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Regressionsmodeller i MICE 

• Kontinuerliga variabler imputeras med Linjär Regression 
– Variabeltransformation kan vara nödvändig 

 

• Binära variabler – Logistisk regression 

 

• Kategoriska data > 2 klasser – Multinomial logistisk regression 

 

• Ordnade kategoriska data – Ordinal logistisk regression 

 

• mi impute chained i Stata 12 

 
 22 



2012-03-22 

Några kommentarer 

• Antagande om multivariat normalfördelning  

– mi impute mvn i Stata 12 
– Fungerar sämre än MICE för kategoriska data 

• Predictive Mean Matching (PMM) 

– mi impute pmm i Stata 12 

– Semiparametrisk metod 
• Prediktera ”missing value” med regressionsmodell 

• Vilka verkliga observationer ligger närmast denna prediktion (kNN)? 

• Välj slumpmässigt en av dessa 

– Fördel: Aldrig orimliga prediktioner 

– Fungerar ofta bra vid skeva fördelningar 
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Bör utfallsvariabeln Y betraktas som en variabel 

i mängden vid imputation av kovariatvärden? 



2012-03-22 

Svaret är ja! 
• Om utfallsvariabeln Y ej med i imputationsmodellen så 

underskattas associationen mellan kovariaterna och utfallsvariabeln 

 

• Ingen association alls mellan Y och kovariaterna i den del av data 
som imputerats om Y inte beaktas vid imputation 

 

• Associationen späds alltså ut vid felaktig imputation 

 

• Kan leda till bias i parameterskattningar 

 

• Moons et al. 2006 – bra exempel 
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Hur bör 

överlevnadsdata 

imputeras? 



Congenialitet 

• Imputationsmodellen bör ”matcha” analysmodellen 

 

• Om data skall analyseras med Cox-regression bör 
man ta med Nelson-Aalen-skattningen av den 
kumulativa hazarden och händelseindikatorn i 
imputationsmodellen 

 

• Idé: imputera en gång per projekt 
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Ett exempel … 
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Bröstcancer – tid till fjärrspridning 

• N=1314 

• 303 har fått fjärrmetastas 

• Prognosfaktorer 

– Antal positiva lymfkörtlar 

– Diagnosålder (år) 

– Tumörstolek (mm) 

– Histologisk grad (1-3) 

– Östrogenreceptorstatus (+ vs -) 
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Resultat av Cox-regression 

Faktor HR 95% CI P 

Antal positiva körtlar 1.065 1.049-1.082 <0.001 

Ålder 0.979 0.969-0.988 <0.001 

Storlek 1.018 1.010-1.026 <0.001 

Grad 1.899 1.543-2.338 <0.001 

ER-status + vs - 0.833 0.647-1.073 0.16 
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Nu simulerar jag olika bortfallsmönster för ER beroende på grad  



• 5% bortfall för ER i grad 1-2 och 20% i grad 3 

• Grad kan prediktera ”ER-missingness” 

• Complete case analysis 
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Faktor HR 95% CI P 

Antal positiva körtlar 1.018 1.010-1.026 <0.001 

Ålder 0.979 0.969-0.988 <0.001 

Storlek 1.018 1.010-1.026 <0.001 

Grad 1.899 1.543-2.338 <0.001 

ER-status + vs - 0.833 0.647-1.073 0.16 

HR 95% CI P 

1.061 1.043-1.079 <0.001 

0.976 0.965-0.988 <0.001 

1.026 1.016-1.037 <0.001 

1.752 1.384-2.219 <0.001 

0.858 0.634-1.162 0.32 

   Före bortfall (n=1314)                     Efter bortfall (n=1092) 

MCR 



Justera för missingness i analysen? 
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• Inför missing som en tredje ER-kategori 

• Parametrisera ER-effekten som 2 dummyvariabler 
– ER+ vs ER-     respektive    ER-missing vs ER- 

• Därmed kan vi få med alla obs i analysen 

Faktor HR 95% CI P 

Antal positiva körtlar 1.018 1.010-1.026 <0.001 

Ålder 0.979 0.969-0.988 <0.001 

Storlek 1.018 1.010-1.026 <0.001 

Grad 1.899 1.543-2.338 <0.001 

ER-status + vs - 0.833 0.647-1.073 0.16 

HR 95% CI P 

1.066 1.049-1.083 <0.001 

0.979 0.969-0.988 <0.001 

1.017 1.010-1.025 <0.001 

1.927 1.546-2.401 <0.001 

0.890 0.660-1.200 0.44 

                 Före bortfall                Efter justering för bortfall 



MICE 
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• 20 imputerade dataset 

• Imputation med logistisk regressionsmodell 

• Nelson-Aalen skattningen och händelseindikatorn med i modellen 

Faktor HR 95% CI P 

Antal positiva körtlar 1.018 1.010-1.026 <0.001 

Ålder 0.979 0.969-0.988 <0.001 

Storlek 1.018 1.010-1.026 <0.001 

Grad 1.899 1.543-2.338 <0.001 

ER-status + vs - 0.833 0.647-1.073 0.16 

HR 95% CI P 

1.065 1.049-1.082 <0.001 

0.979 0.969-0.988 <0.001 

1.017 1.010-1.026 <0.001 

1.905 1.542-2.354 <0.001 

0.837 0.627-1.118 0.23 

                 Före bortfall                Skattningar efter MI 



Sammanfattning 

• Lär känna dina data 

– Studera mönster i missing data 

• Imputera inte slentrianmässigt 

– Väl genomtänkt congenial imputation 

• Jämför imputerade och observerade värden 

• Jämför MI-analys med complete case-analys 

• Alla variabler i analysmodellen skall vara med i 
imputationsmodellen – även den beroende 
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Mer info om MI 
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Tack till: 

MRC, Cambridge  

Linn - för foton 

Er - för visat intresse 


